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DETEKCJA ZNAKOW DROGOWYCH
NA OBRAZACH

Detection of traffic signs in images

Streszczenie:

Niniejsza praca dotyczy detekcji obiektow na fotografiach. Wykrywanymi
obiektami sg znaki drogowe. W rezultacie zostaje przedstawionych kilka rozwiazan,
pozwalajacych na ich poprawng identyfikacje. W artykule zostata przedstawiona inter-
pretacja otrzymanych wynikow, skuteczno$ci dziatania metod. Praca podkresla istot-
nos$¢ skrupulatnie dobranych, wyregulowanych parametréw cech obiektow, by zwiek-
szy¢ skuteczno$¢ dziatania algorytmu.

Stowa kluczowe: detekcja znakow drogowych na obrazach, identyfikacja znakow
drogowych, rozpoznawanie obiektow na obrazach, znalezienie znakéw drogowych
na fotografiach

Abstract:

This work concerns the detection of objects in photographs. The detected ob-
jects are road signs. As a result, several solutions are presented that allow their correct
identification. The article presents the interpretation of the results obtained, the effec-
tiveness of the methods. The work emphasizes the importance of meticulously select-
ed, adjusted parameters of object features to increase the efficiency of the algorithm.

Keywords: detection of road signs on images, identification of road signs, recognition
of objects on images, finding road signs in photographs

1. Wprowadzenie

Rozpoznawanie obrazdéw to proces analizowania i przetwarzania ob-
razu cyfrowego, w celu identyfikacji interesujacego nas obiektu. Najogolniej
mowigc przetwarzanie obrazu pozwala nam stwierdzi¢ czy na danej fotogra-
fii, badz rysunku znajduje si¢ szukany przez nas obiekt. Wykryte i niewykryte
obiekty podlegajg odpowiedniej klasyfikacji.!

' Onaszkiewicz P. Rozpoznawanie znakow drogowych w sekwencjach wideo. Praca Dyplomowa Inzy-
nierska. Politechnika Warszawska. Wydzial Elektroniki i Technik Informacyjnych. Instytut Informatyki.
2014, s. 3.
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W dalszej czesci artykutu przedstawiono oraz poréwnano zastosowane
metody. Omdéwiono w sposdb szczegotowy dostosowywanie parametrow. Za-
demonstrowano technologie oraz narzedzia wykorzystane, w celu opracowania
tego typu projektu.

Badania do publikacji naukowej zostaly poprowadzone w oparciu o baze
zdje¢ [wiecej informacji na ten temat mozna znalez¢ w [1]]. Artykut nawiazu-
je do skfadowych bazy. Dlatego tez warto zapoznac si¢ z tym zbiorem danych
przed przeczytaniem publikacji.

2. Porownanie metod i dostosowywanie parametrow

W tej czesdci materialu wydawniczego zostaly zademonstrowane obmy-
Slone rozwigzania wraz z ich rezultatami. Wszystkie metody byly weryfikowa-
ne dla 383 fotografii testowych oraz 161 obrazéw treningowych.

2.1. Filtr koloréow

Pierwsze rozwigzanie opiera si¢ na dobraniu odpowiednich parametrow
zakresu barwy. Dla dolnego zakresu kolorow w modelu RGB zostaty przyjete
w kolejnosci: [18, 5, 10]. Zas dla goérnego zakresu koloréw [27, 28, 19]. Filtr
ten obejmuj¢ barwe¢ niebieska, ktora widnieje na znakach drogowych piono-
wych —nakazu. Metoda ta nie przyniosta oczekiwanych rezultatow, lecz umoz-
liwita zdobycie wiedzy z zakresu wzrostu, badz spadku skutecznosci w zalez-
nosci od doboru parametréw koloru. Najlepsze, dajace najbardziej skuteczne
wyniki parametry zostaly opisane powyzej. Parametry zostaty dobrane w sku-
tek obserwacji zdje¢ z zaznaczonymi znakami wykrytymi przez metode. Precy-
zja dla tej metody wynosi zaledwie 0,53 %, a czutos$é 0,71 %.

Implementacja — etapy natozenia filtru:

I. W pierwszym kroku konwertujemy przestrzen koloréw obrazu do for-
matu BGR. Biblioteka OpenCV potrzebuje takiego modelu barw dla dal-
szej wykorzystanej metody.

Python: hsv = cv2.cvtColor(image, <c¢cv2.COLOR
HSV2BGR)

II. W kolejnym kroku tworzymy maske. Maska posiada gorny i dolny za-
kres barw.

Python: lower treshol = np.array([18, 5, 10])
#dolny zakres kolordw

upper treshold = np.array([27, 28, 19]) #gbérny
zakres kolordéw
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II1.

mask = cv2.inRange (hsv, lower treshold, upper
treshold) #tworzenie maski

Nastepnie nakladamy na wejsciowa (oryginalng) fotografie maske i ne-
gujemy piksele, ktore nie zaliczaja si¢ do niej (tworzymy tlo). W rezulta-
cie pozostaja nam na obrazie kolory o zakresie zdefiniowanym powyzej,
badz czarny kolor (tlo).

W celu wykonania w/w czynnos$ci postugujemy si¢ metoda: bitwise
and. Funkcja ta oblicza bity dla kazdego elementu dwoéch tablic lub ta-
blicy i skalaru.

Python: cvZ.bitwise and(srcl,srcZ2[,dst[,mask]])

- dst

Przyjmuje parametry tj.:

» srcl — pierwsza tablice wejsciowa lub skalar,

* src2 — drugg tablice wejsciowa lub skalar,

 src — pojedyncza tablice wejsciowa,

* dst — tablice wyjsciowa, ktora ma ten sam rozmiar i typ, co tablice
wejsciowe,

* maska — opcjonalna operacja maski, 8-bitowa tablica pojedynczych
kanatow, ktora okresla elementy tablicy wejsciowej podlegajace
zmianie.

Przekazano parametry ukazane ponize;j:

Python: res = <cv2.bitwise and(image, 1image,
mask=mask)

gdzie image to wezytany plik graficzny.?

Whioski z zastosowanego filtru koloréw sa nastepujace: wszystkie po-

szczegdlne znaki drogowe posiadajg barwe, ktora miesci sie w stosunkowo wa-
skim zakresie koloroéw umozliwiajaca skuteczne ich oddzielenie od tta. Zasto-
sowanie zbyt szerokiego, badz zbyt waskiego zakresu koloru (niebieskiego)
skutkuje mniejsza skutecznoscia.

2.2. Filtr ksztaltow

Druga metoda brata pod uwage ksztatt obiektow. Na zdjeciach wyszu-

kiwana byla elipsa. Aby wyrysowac¢ elipse skorzystalam z biblioteki OpenCV
z metody HoughCircles. HoughCircles wykorzystujac transformacje Hough,

2 Zrodio:  http://docs.opency.org/2.4/modules/core/doc/operations_on_arrays.html (stan na dzief:
03.07.2017 r.).
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znajduje kota w odcieniach szarosci. Dla funkcji przekazywane byly nastepu-
jace parametry:

Python: cv2.HoughCircles (image, method, dp,
minDist[, circles[, paraml[, param2[, minRadius/[,
maxRadius]]]]1])

image — 8-bitowy, jednokanalowy, w odcieniach szarosci obraz wej-
Sciowy.

circles — wektor wyjsciowy odnalezionych okregow. Kazdy wektor
jest zakodowany, jako tréjwymiarowy wektor zmiennoprzecinkowy
(X, y, promien).

method — uzyta metoda do detekcji. Obecnie jedynym zastosowanym
sposobem jest CV_HOUGH_GRADIENT.

dp — wspotczynnik odwrotnosci rozdzielczosci akumulatora do roz-
dzielczosci obrazu. Np., jesli dp=1, akumulator ma te samg rozdziel-
czo$¢ co obraz wejsciowy.

minDist — Minimalna odleglo$¢ miedzy srodkami wykrytych okre-
2ow.

Param1 — pierwszy parametr specyficzny dla metody. W przypadku
CV_HOUGH_GRADIENT jest to wyzszy prog obu przejs¢ do detek-
tora krawedzi.

Param? — Drugi parametr specyficzny dla metody. W przypadku CV_
HOUGH_GRADIENT jest to prog akumulatora dla centréw okregu
na etapie detekcji. Im mniejsze, tym wigcej moze wykry¢ fatszywych
okregdw. Okregi, odpowiadajace wickszym rozmiarom akumulatora,
zostana najpierw zwrocone.

MinRadius — minimalny promien okrggu.

MaxRadius — maksymalny promien okregu.’

Przekazano nastgpujace parametry:

cv2.HoughCircles (gray, cv2.HOUGH GRADIENT, 1,10,
paraml=58,param2=29,minRadius=14,maxRadius=70)

Tak opracowany algorytm posiadat 2,3 % precyzji i 2,96 % czutosci. Dla
przedstawionego przyktadu mozna zauwazy¢, ze wykrywanie ksztaltu obiektu
daje lepsze rezultaty niz odpowiednie wskazanie barwy obiektu na fotografii.

Zrodlo: http://docs.opencv.org/2.4/modules/imgproc/doc/feature_detection.html?highlight=houghcircles
(stan na dzien: 20.06.2017 r.) (ttumaczenie wtasne).
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Whioski Gwalttowne zmniejszenie parametru minDist powoduje wykry-
cie sasiednich okregdw, a nie prawdziwego. Gwaltowne zwiekszenie parame-
try minDist moze spowodowa¢ pomijanie kot na obrazie.

2.3. Filtr ksztaltu i koloru

Trzecia metoda jest polaczeniem weczesniejszych dwodch rozwiazan.
Uzyskata ona najwieksza precyzje i czutos¢, w kolejnosci: 3,91 % 15,23 %.

Whioski wykrywanie obiektow w oparciu o wigksza ilos¢ cech daje lep-
szg skutecznos¢.

Poprzez stosowanie wyzej wspomnianych metod nie otrzymano ocze-
kiwanych wynikow. Metody nie sg wlasciwe do tak ztozonego zbioru danych.
Dlatego tez zostatl wykorzystany i przedstawiony klasyfikator Haara.

2.4. Kaskadowe klasyfikatory Haara

Zbudowanie klasyfikatora wymagalo przygotowania bazy zdjec,
w skfad, ktorej wehodza obrazy przedstawiajace tylko interesujace nas obiek-
ty, tzw. pozytywne wzorce oraz zdjecia niezawierajace instancji rozpoznawa-
nych klas obiektow, tzw. negatywne wzorce lub tlo obiektu®. Pozytywne wzor-
ce zostaly wygenerowane poprzez metode zawartg w pliku ,.cut.py”. Algorytm
ten korzystajac z informacji o wspodtrzednych znakéw drogowych znajduja-
cych sie¢ w folderze annotations, wycina wyszukiwane obiekty. Znaki drogo-
we pionowe zapisywane sg w folderze o nazwie ,,positive_images”. Informa-
cje na temat pozytywnych wzorcéw wprowadzone sg do pliku o nazwie ,,info.
dat” (Rysunek 3). Plik ten zawiera nastgpujace wiadomosci: Sciezke do obrazu,
ilos¢ obiektéw na zdjeciu, wspotrzedne punktu poczatkowego obrazka (w ana-
lizowanym przypadku jest to lewy gdrny rog kwadratu) oraz rozmiar fotogra-
fii w pikselach. Ilos¢ obiektéw na zdjeciu, wspotrzedne punktu poczatkowego
obrazu oraz rozmiar fotografii sa identyczne dla kazdego zdjecia w pozytyw-
nym wzorcu. Wynika to z tego, ze w folderze ,,positive_images” (Rysunek 1)
znajduja si¢ zapisane pojedynczo obrane obiekty, dostosowane do rozmiaru
30 x 30 pikseli. Metoda ta tworzy roéwniez negatywne wzorce poprzez zamazy-
wanie obiektdw, ktore chcemy wykry¢. Wezesniej jednak obraz jest konwerto-
wany do odcieni szarosci. Zdjecia z wycigtymi znakami drogowymi zapisywa-
ne sa do folderu o nazwie ,,negative_images” (Rysunek 2).

4 Zrodlo: Wilkowski P., Wykorzystanie algorytmu detekcji i lokalizacji w zadaniu chwytania. Praca magi-
sterska, Politechnika Warszawska. Warszawa 2009, s. 27. Dostep pod adresem: http://robotyka.ia.pw.edu.
pl/papers/pwilkowski-msc-09-twiki.pdf.
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Rysunek 1. Ukazanie zawarto$ci folderu ,,positive_images”
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Zrédto: Opracowanie wiasne.

Rysunek 2. Ukazanie zawartosci folderu ,,negative_images”
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Zrédto: Opracowanie wiasne.
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Rysunek 3. Zaprezentowanie zawartosci pliku o nazwie ,,info.dat”

./positive_images/1277388138Image880098. jpg_croppedi.jpg 1 6 B 36 30
./positive_images/12773E88138Image@Oee98. jpg_croppedz.jpg 1 8@ B 38 3@
. /positive_images/1277388138ImageBOAO98. jpg_cropped3.jpg 1 © B 38 30
. /positive images/127738813BImageBOAOO8. jpg cropped4.jpg 1 6 B 38 20
./positive_1images/1277391703Imaged0o053. jpg_croppedl.jpg 1 @ B 38 30
. /positive_images/1277391703ImageG@OO53. jpg_cropped2.jpg 1 @ B 30 30

./positive_images/1277391703Image@80053.jpg_cropped3.jpg 1 8 B 368 30

./positive_1images/12773917031Image@E0053.jpg_cropped4.jpg 1 8@ B 38 30
. /positive_images/1277391703ImageB0AO53. jpg_cropped5.jpg 1 6 B 38 30
. /positive_images/1277391703ImageBBAO53. jpg_croppadé.jpg 1 6 B 38 320
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. /positive_images/12773917683Image@0OO53. jpg_croppedii.jpg 1 8 © 38 30
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. /positive_images/1277351703Inage@60053. jpg_croppedi4.jpg 1 8 0 36 30
./positive_images/1277391703ImagefB06053. jpg_croppedi5.jpg 1 6 6 36 30
./positive_1images/1277391703Imaged0oo53. jpg_croppedio.jpg 1 @ © 30 30
. /positive_images/12773868297Image80O027. jpg_cropped.jpg 1 0 8 30 3@
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. /positive_images/1277386257ImageB0A004. jpg_croppedd.jpg 1 6 B 38 30
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. /positive_images/1277391651ImagefE0113. jpg_cropped2.jpg 1 © B 30 30
. /positive_images/1277391651ImageB80113. jpg_croppad3.jpg 1 6 B 36 36
./positive_1images/1277391651Imaged00113. jpg_cropped4.jpg 1 © B 38 30
. /positive_images/1277391651Inage@60113. jpg_cropped5.jpg 1 © B 38 30

.jpositive_images/1277391651ImagefB0113. jpg_croppadé.jpg 1 6 & 38 30
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. /positive_images/1277391651Image@00113. jpg_croppad?. j 1668 36 30
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Zrédto: Opracowanie wiasne.

Wszystkie $ciezki z tlem obiektow znajduja sie w pliku ,,big.txt”. Pik zo-
stal utworzony poprzez polecenie:

find./negative images -name ,*.Jjpg’ >big.txt

Nastepnym krokiem jest stworzenie wynikowego wektora taczacego
wszystkie pozytywne wzorce. Aby to zrealizowa¢ zostato wykorzystane pole-
cenie opencv_createsamples. W oknie terminala zostalo wprowadzone:

opencv_createsamples -info info.dat -num 850
-w 30 -h 30 -vec positives.vec

W rezultacie otrzymujemy plik wektorowy. W komendzie podajemy na-
stepujace parametry: miejsce, gdzie znajduje sie plik informacyjny, ilos¢ zdje¢,
ktérg powinien posiada¢ plik, jakie wymiary obrazow maja znajdowaé sie
w pliku wektora oraz gdzie wydrukowaé wyniki.



194 — CZESC Il — INFORMATYKA

9

Rysunek 4. Ukazanie wygenerowanego pliku ,,positives.vec
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Zrédto: Opracowanie wiasne.

Ostatnim, lecz nie mniej waznym punktem jest trenowanie kaskadowe.
Wykorzystujac OpenCV polecenie opencv_traincascade (informacje o nega-
tywnych i pozytywnych wzorcach) jestesmy w stanie wygenerowac plik o roz-
szerzeniu .xml, ktéry reprezentuje cechy wyszukiwanych obiektow. Plik ten
jest kluczem do wykrywania obiektéw na obrazach.

Trenowanie kaskadowe uruchamiamy ponizszym poleceniem:

opencv_traincascade -data data -vec positives.vec
-bg big.txt —-numPos 800 -numNeg 400 -numStages 10
-w 30 -h 30

Za pomocg tej komendy informujemy, gdzie chcemy przenies¢ dane,
jaka jest sciezka do pliku wektorowego, gdzie znajduje sie plik tla, ile jest po-
zycji pozytywnych i negatywnych obrazow, jaka liczbe krokéw chcemy aby
wykonat algorytm oraz jaka jest wysokos¢ i szerokos¢ obrazdw. Zostato uzyte
znacznie mniej numPos niz mamy, ma to zapewni¢ przestrzen dla krokow, kto-
ra si¢ dodaje do tego. Stosunek ilosci obrazow pozytywnych do negatywnych
powinien wynosi¢ 2:1
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Rysunek 5. Przedstawienie krokéw zbudowania klasyfikatora Haar Cascade

8

przygotowanie pozytywnych 1 negatywnych
wzorcow (plik cut.py)

wygenerowanie plikow z informacjami na temat
pozytywnych 1 negatywnych wzorcow (pliki:
info.dat i big.txt)

stworzenie wynikowego wektora laczacego
wszystkie pozytywne wzorce (plik: positives.vec)

wygenerowanie pliku XML zawierajacego informacje
o cechach wyszukiwanych obiektow (plik: cascade.xmi){

2.

Zrédto: Opracowanie wlasne.

3. Opis wykorzystanych narzedzi i technologii

W celu realizacji postawionego celu logika programu zostata zaimple-
mentowana w jezyku programowania python. Skorzystano rowniez z bibliote-
ki OpenCV.

Biblioteka OpenCV dostarcza trzech narzedzi (opencv-createsamples,

opencv_traincascade, opencv-performance) wspomagajacych proces
uczenia kaskady klasyfikatorow cech haaro-podobnych. Ja wykorzystatam
dwoch z nich: opencv_createsamples oraz opencv_traincascade.

opencv_createsamples zostalo uzyte do budowania zbioréw uczacych.
Aby tego dokona¢ przygotowywane sa zbiory danych treningowych zawieraja-
ce pozytywne probki testowe. Wygenerowany plik ma rozszerzenie .vec, jest to
format binarny zawierajacy obrazy.



196 — CZESC Il — INFORMATYKA

opencv_traincascade przechowuje przeszkolony klasyfikator w roznych
formatach plikow.>

5. Klasyfikatory kaskadowe

,,Opis kaskady klasyfikatorow cech haaro-podobnych. Metoda ta wyko-
rzystuje uczenie maszynowe do rozwigzania zadania klasyfikacji obiektow. Jej
zaleta jest wysoka szybkos¢ detekcji wynikowego klasyfikatora oraz wysoka
poprawno$é jego dziatania

Kaskada klasyfikatorow cech haaro-podobnych wykorzystuje algorytm
uczenia maszynowego AdaBoost (ang. Adaptive Boosting), ktorego zadaniem
jest wybor stabych klasyfikatorow bazujacych na cechach haaro-podobnych.

Adabost. Rozwigzanie tego problemu przez zastosowanie technik ma-
szynowego uczenia polega na zebraniu jak najwigkszego zbioru danych ucza-
cych, skladajacego si¢ ze zdje¢ obiektu oraz bez obiektu, ktorym przypo-
rzadkowywane sa etykiety (w tym konkretnym przyktadzie binarne etykiety:
obiekt, nie-obiekt). Tak przygotowane dane stanowig wejscie algorytmu ucza-
cego (uczenie z nadzorem), ktéry w sposdb automatyczny tworzy regule kla-
syfikujaca zwang klasyfikatorem. Majac nowy zbidr zdje¢, tym razem bez ety-
kiet, klasyfikator ma za zadanie okresli¢ czy dane zdjgcie zawiera obiekt, czy
tez nie. Nadrzednym celem jest wygenerowanie klasyfikatora, ktory bedzie po-
prawnie klasyfikowal dane niewykorzystywane w procesie uczenia.

Boosting jest meta-algorytmem opisujacym sposob konstrukcji wysoce
poprawnego klasyfikatora sposrod stabych klasyfikatorow. Majac zdefiniowa-
ny algorytm uczenia prostych regul klasyfikujacych, algorytm boosting’u wy-
woluje go w serii rund, za kazdym razem na innym rozkladzie wag danych
uczacych. W kazdej rundzie wybierany jest jeden slaby klasyfikator, ktory le-
piej klasyfikuje wezesniej btednie sklasyfikowane dane™.

5 Zrodlo: http://docs.opencv.org/2.4/doc/user_guide/ug_traincascade html (stan na dzien: 03.09.2017 r.)

6 Zrodlo: Wilkowski P., Wykorzystanie algorytmu detekcji i lokalizacji w zadaniu chwytania. Praca magi-
sterska, Politechnika Warszawska. Warszawa 2009, s. 27. Dostep pod adresem: http://robotyka.ia.pw.edu.
pl/papers/pwilkowski-msc-09-twiki.pdf
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6. Korekcja parametrow atrybutéw obiektow

Tabela 1. Poréwnanie skutecznosci algorytmu dla réznych danych wejsciowych
(rozmiar obrazu wej$ciowego oraz ilo$¢ krokow)

Rozmiar obrazu Tlos¢ krokow Precyzja Czulos¢

wejsciowego trenowania
kaskadowego
minSize -2 10 2.58% 28.48%

maxSize -5

minSize -4 15 12.06% 19.76%

Zrédto: Opracowanie wlasne.

W tabeli za pomoca barwy zoltej zostaly zaznaczone najkorzystniejsze,
najskuteczniejsze wyniki.

minSize oznacza minimalny rozmiar obiektu. Obiekty mniejsze niz te sa
ignorowane.

maxSize oznacza maksymalny rozmiar obiektu. Obiekty wigksze niz te
s ignorowane.
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Tabela 2. Poréwnanie wynikéw skutecznosci algorytmu na zbiorze treningowym
i testowym przy réznych parametrach wejsciowych

Rodzaj Rozmiar Tlos¢ krokow Precyzja Czulos¢
zbioru'Cechy obrazu
wejsciowego

Zbior testowy minSize 4 17 37.49% 10.32%
maxSize 4

Zbior minSize 4 17 24.29% 10.75%

treningowy  maxSize 4

Zbior testowy minSize 2 17 38.09% 26.88%
maxSize 5

Zbior minSize 2 17 26.93% 23.34%

treningowy  maxSize 5

Zrédto: Opracowanie wlasne.

Rysunek 6. Przedstawienie najefektywniejszego wyniku dziatania algorytmu

cision: nan¥

11: 16 .64%

otal precision: 28.899% (5114381342755
otal recall: BR {'—111--1%6,"1'?6?_'5“
pot@mack-VirtualBo home /mack /Picture

)
)

/0L /environments

Zrédto: Opracowanie wiasne.

Poprzez empiryczne testowanie metody mozna zaobserwowac, ze:

 stosowanie wiekszej liczby krokow wykonania algorytmu w trenowa-
niu kaskadowym skutkuje zwiekszong liczba skutecznosci wykrywa-
nia znakéw drogowych,

» zwiekszenie ilosci obrazow w zbiorze treningowym wplyneto by
na poprawienie wyniku skutecznosci metody,

* im wigksze rozmiary obrazéw w pliku wektora tym dtuzszy czas tre-
nowania,

* w ,annotations” w niektorych plikach sg powielone oznaczenia tego
samego znaku. Skutkuje to mniejsza doktadnoscia, poniewaz w przy-
padku prawidlowego znalezienia znaku, algorytm przyjmie, ze odna-
lezliSmy dwa obiekty. Gdy nie znajdziemy w/w znaku drogowego me-
toda przyjmie, ze nie odnalezlismy dwoch obiektow,
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Rysunek 7. Ukazanie przypisanych oznaczonych wspolrzednych,
gdzie wystepuja znaki (powielenie oznaczonych znakéw na zdjeciach)

1277382613Image000006.dat (~/Pobra

119 662 147 690
118 694 148 724
119 662 147 690
118 694 148 724

Zrédto: Opracowanie wiasne.

* obrazy znajdujace si¢ w negatywnym wzorcu moga mie¢ rozne roz-
miary. Ale kazdy obraz powinien by¢ wiekszy, ale niekoniecznie wiek-
szy od rozmiaru okna szkoleniowego. Poniewaz te obrazy sg uzywane
do podprébkowania negatywnego obrazu do rozmiaru szkolenia,

* algorytm uczacy klasyfikatora wymaga duzej liczby danych treningo-
wych. W przypadku braku wystarczajacej liczby danych opencv-cre-
atesamples umozliwia wygenerowanie dowolnej liczby pozytywnych
wzorcow z jednego zdjecia,

* wigksza ilos¢ wyszukiwanych cech obiektu na obrazie, swiadczy
o wigkszej precyzyjnosci i skutecznosci znalezienia obiektu,

* im wigcej danych w trenowaniu kaskadowym tym doktadniejszy wy-
nik.

7. Wryniki
W tej czesci artykutu przedstawiono rezultaty dzialania algorytmu. Po-
nizej zamieszczone obrazy zostaly zamieszczone ze zmniejszong rozdzielczo-
Scig, ktora uniemozliwia zauwazenie szczegotow. Interpretacja wynikdw zosta-
la przeprowadzona jednak w oparciu o obrazy w pelnej rozdzielczosci.
Metoda 2.3 wyrysowywala elipsy na obrazach. Algorytm ten przyjmo-
wal wspohrzedne kwadratu.
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Rysunek 8. Prezentacja fotografii przed wykrywaniem znakow na obrazie
(metoda 2.3)

Zrédto: Opracowanie whasne. Zdjecie dostepne w zbiorze danych pod adresem url:
http://www.cvlLisy.liu.se/research/datasets/traffic-signs-dataset/.

Rysunek 9. Wyswietlenie obrazu wynikowego, po wykonaniu detekcji przy pomocy
algorytmu (metoda 2.3)

Zrédto: Opracowanie whasne. Zdjecie dostepne w zbiorze danych pod adresem url:
http://www.cvl.isy.liu.se/research/datasets/traffic-signs-dataset/.
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Metoda 2.4. przyjmowala wspolrzgdne kwadratu i wyrysowywata kwa-
drat na obrazie.

Rysunek 10. Wyswietlenie obrazu wynikowego, po wykonaniu detekcji przy pomocy
algorytmu (kaskadowe trenowanie) (metoda 2.4)

Zrédlo: Opracowanie wlasne. Zdjecie dostepne w zbiorze danych pod adresem url:
http://www.cvl.isy.liu.se/research/datasets/traffic-signs-dataset/.

Rysunek 11. Wyswietlenie obrazu wynikowego, po wykonaniu detekcji przy pomocy
algorytmu (kaskadowe trenowanie) (metoda 2.4).

Zrédlo: Opracowanie wlasne. Zdjecie dostepne w zbiorze danych pod adresem url:
http://www.cvl.isy.liu.se/research/datasets/traffic-signs-dataset/.
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6. Wnhioski i perspektywy dalszych prac

Metody zostaly poprawnie zaimplementowane i ocenione. Doswiadczal-
nie wykazano, ze najskuteczniejsza metoda wykorzystywata kaskade klasyfi-
katorow. Stwierdzono w przysztosci do detekcji oraz lokalizacji wybranych
obiektow skorzystano by z algorytmu wykorzystujacego kaskade klasyfikato-
réw bazujacych na cechach haaro-podobnych. Algorytm ten jest na tyle uni-
wersalny, iz umozliwia prace z r6znymi klasami obiektow. Algorytm sam do-
biera cechy, po ktorych wyszukuje obiekty.

Aby zwigkszy¢ skutecznos¢ metody mozna:

» wygenerowac wicksza ilos¢ krokdw;

* pracowaé na wickszym zbiorze treningowym;
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